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Mit Hilfe von Machine Learning werden individuelle Prognosen bzw. 
Risikoprofile automatisiert erstellt 

• Motivation:  
• Frühzeitig präventive Maßnahmen setzen bzw. Ressourcen besser einplanen zu können  
• Derzeitige Screening-Methoden können aus Ressourcengründen nicht für alle PatientInnen durchgeführt 

werden 
 

• Verwendet werden nur bestehende Daten – keine zusätzliche Erfassung von Parametern 

 

• Es soll eine Unterstützung sein, basierend auf Methoden des maschinellen Lernens (!) 

 

• Die KAGes hat eine günstige „Datenlage“: aus ca. 2,1 Millionen „longitudinalen“ 
Krankengeschichten können auffällige Muster gefunden werden 
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Themen in Umsetzung bzw. in Vorbereitung 

• Vorhersage  

• Delir – Hat ein neu aufgenommener Patient ein Risiko ein Delir zu entwickeln?  

• Intensivpflichtigkeit  - Braucht ein Patient postoperativ ein Intensivbett? 

• Dysphagie - Hat ein neu aufgenommener Patient ein Risiko eine Dysphagie zu entwickeln?  

• Sturz – Liegt eine Sturzgefährdung vor 

• Progression nephrologischer Erkrankungen – Fast vs. Slow-Progressors 

• Risiko kardiovaskulärer Erkrankungen – Primär und Sekundärprävention 

• Stationäre vs. Ambulante Einbestellung auf der Dermatologie 

• etc. 
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Kann zu Beginn eines stationären Aufenthalt schon eine  
Delir-Risikoeinschätzung abgegeben werden? 
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Die Hintergründe der Delir-Prognose 
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Die Delir-Prognose wurde in einem PoC am Standort Graz-West 
implementiert und evaluiert 

Delir.. 

• ..akuter Verwirrtheitszustand 

• ..hohe Inzidenz im Krankenhaus (bis zu  
ca. 30%)  

• ..hohes Risiko für Komplikationen  

• ..hohe Mortalität 

Pixabay License 

In bis zu 40% der Fälle ist ein 

Delir vermeidbar! 

Problem: Risiko-PatientInnen so früh wie möglich 
systematisch zu identifizieren! 

 

• Variante A: Klassischer Score (z.B. DOS) 

 vs.  

• Variante  B: Automatisierte Unterstützung              
             durch Machine Learning Algorithmen 



KAGes-Budget relevant 

• Inzidenzrate von 3-29% bei stationären 
Patienten  
(Siddiqi et al. 2006, Pun & Ely 2007, Thomason et al. 2005) 

• Verlängerung des stationären Aufenthalts  
3-13 Tage 
(McCusker et al. 2003, Ely et al. 2004; Thomason et al. 2005; Witlox et al. 2010, 
Weinrebe et al., 2015)  

• Erhöhte Arbeitsbelastung für das 
therapeutische Team ca. 4-22% 
(Pretto et al. 2009, Patridge et al., 2013)  

• Bis zu 40% der Delir-Fälle sind vermeidbar 
(NICE 2010) 

 

 

Nicht Budget relevant 

• Erhöhte Mortalität (3 bis 10 fach)  
(Lin et al., 2004; Pandharipande et al., 2013)  

• Verminderte kognitive Rehabilitation  
(Girard et al., 2010; Witlox et al., 2010)  

• Häufig erschwertes oder kein Zurückkehren 
zu einem gewohnten Lebensstil  
(MacLullich et al., 2008; Witlox et al., 2010)  

• Größere Wahrscheinlichkeit für einen 
Pflegeheimeintritt nach einem 
Krankenhausaufenthalt  
(Balas et al., 2009; Bickel et al., 2008)  
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Die Konsequenzen eines Delirs haben (mittelfristig) direkten Einfluss auf 
das KAGes-Budget – wir treffen einige Annahmen auf Basis der Literatur 



Eine darauf basierende Budget Impact Modellrechnung für Delir würde 
daraus folgendes ergeben 

• KAGes pro Jahr ca. 110.000 stationäre Patienten in der Risikopopulation 

• Bei einer angenommenen Inzidenz von 3%: jährlich 3000 Patienten mit Delir 

• Annahme: im Durchschnitt 7 Tage länger stationär, pro Tag € 500 und höherer Pflegebedarf 
ergibt zusätzliche Kosten von  10.500.000 €  

• Eine Prognosemethode erkennt >80% der Delir-Patienten frühzeitig und 40% gelten als 
vermeidbar:  
Kosteneinsparungspotential pro Jahr (mittelfristig):  2.152.500 €  
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Variante A: Eine anerkannte Skala zum Delirium Screening – drei mal 
täglich ausfüllen 
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39 Items pro Patient pro 
Erhebung!  
 
Vorauswahl: alle  PatientInnen 
älter als 70:  
In der KAGes ca. 110.000 
stationäre PatientInnen pro Jahr 
 



Variante A: Eine anerkannte Skala zum Delirium Screening – drei mal 
täglich ausfüllen 
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39 Items pro Patient pro 
Erhebung!  
 
Vorauswahl: alle  PatientInnen 
älter als 70:  
In der KAGes ca. 110.000 
stationäre PatientInnen pro Jahr 
 

Im Vergleich mit den klassischen Scores 
schneidet unser Machine Learning-Modell  
besser ab! (Newman et al. 2015) 

Patients C-Statistik 

Inouye et al. 1993 281 0,66 

Pompei et al. 1994 432 0,64 

O’Keefe & Lavan, 1996 225 0,75 

Inouye et al, 2007 491 0,75 

Rudolph et al, 2011 100 0,65 

Martinez et al, 2012 699 0,85 

Kobayashi et al. 2013 3570 0,82 

Carrasco et al, 2013 272 0,78 

Douglas et al, 2013 374 0,69 



Schritt 1: Training eines ML-
Algorithmus 
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Variante B: Auf Basis vergangener Patientenbiographien werden Muster 
gelernt und bei „neuen“ Patienten überprüft 

Random Forest

1 - Specificity

S
e

n
s
it
iv

it
y

0
.0

0
.2

0
.4

0
.6

0
.8

1
.0

0.0 0.2 0.4 0.6 0.8 1.0

Area under the curve: 0.9095

AUROC Interpretation  

AUROC = 0.5  keine Diskriminierung, zufällige Vorhersage 

0.7 ≤ AUROC < 0.8 akzeptable Diskriminierung 

0.8  ≤ AUROC < 0.9 exzellente Diskriminierung 

AUROC ≥ 0.9 außerordentliche Diskriminierung 

 DW Hosmer, S Lemeshow, Applied Logistic Regression, 2nd Ed. Chapter 5, John Wiley and Sons, New York, NY (2000), pp. 160-164 
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Variante B: Auf Basis vergangener Patientenbiographien werden Muster 
gelernt und bei „neuen“ Patienten überprüft 

  Reference 

Prediction   NO    Y 

        NO 1145  163 

        Y   200  394 

                       

                     

Accuracy : 0.8091           

95% CI : (0.7908, 0.8266) 

                                               

Sensitivity : 0.7074           

Specificity : 0.8513           
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Schritt 2: Real-time prediction 
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Variante B: Auf Basis vergangener Patientenbiographien werden Muster 
gelernt und bei „neuen“ Patienten überprüft 
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Visualisierung im Krankenhausinformationssystem 



Eine Spalte wird im klinischen Arbeitsplatz integriert. Ein Ampelsystem 
zeigt z.B. das Delir-Risiko einzelner PatientInnen 
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Durch Klick auf die Ampel kann die automatisierte Einschätzung in einer 
Web-App geprüft werden 
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http://pu01ip0001:3838/DelirPrognose_Test_App/?P=8258696&T=KARL


Durch Klick auf die Ampel kann die automatisierte Einschätzung in einer 
Web-App geprüft werden 

 

24.06.2020 KAGES EINFÜHRUNG PREDICTION 18 

http://pu01ip0001:3838/DelirPrognose_Test_App/?P=36068962&T=KARL


Durch Klick auf die Ampel kann die automatisierte Einschätzung in einer 
Web-App geprüft werden 
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http://pu01ip0001:3838/DelirPrognose_Test_App/?P=361030&T=KARL
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Der Trainingsprozess 



Implementierung in openMEDOCS 

Prospektive Analyse 
(1. Mai – 31. Oktober 2018) 

Retrospektive Analyse 
(Jänner 2011 – Jänner 2018) 

Validerungs-
daten 

(n = 4,676) 

Kalibrierungs- 
daten 

(n = 7,514) 

Kalibriertes ML  
Modell 

Longitudinale Gesundheitsdaten 
(n = 19,238) 

 
 
 
 
 

Trainings- 
daten 

75% 
 

Test- daten 
25% 

Versch. 
ML Modelle 

Bestes ML  
Modell 

Ist das Modell im klinischen Alltag implementiert, kann es validiert werden 
(Hier Standort Graz-West) 
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Die Validierung der Ergebnisse 



In der Pilotphase konnten 81.9% richtig negativ (kein Delir) und 80.2% 
richtig positiv (Delir) angezeigt werden 
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Delirpatient 

Prognose 

Blau 

 

Gelb 

 

Rot 

 

Total 

nein 3728  
81.9% 

514 
11.3%  

308 
6.8%  

4550 

ja 25 
19.8% 

20 
15.9% 

81 
64.3% 

126 
 

Total 3753  534  389  4676 

Hier können wir uns verbessern! 

Die Algorithmen sind in der 
Steiermark an mittlerweile  
10 Standorten  
im Einsatz und zeigen sehr gute 
Ergebnisse 

Kein Delir – d.h. nicht 
kein Delir-Risiko! 



Die Evaluierung am Standort Graz-West wurde durch die teilnehmenden 
Stationen ermöglicht 

Feedback Protokoll  
Vergleich Modell und ExpertInnen 
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Feedback Protokoll – Die Einschätzungen von Modell und Experten 
stimmen in den meisten Fällen überein 

• Erhebung vor Pilotphase 
(Frühjahr 2018, n=33) 
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• Erhebung nach Pilotphase 
(Herbst 2018, n=82) 
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Kooperationsprojekt mit der Vinzenz Gruppe 



Modell mit KAGes-Daten trainiert – 
angepasst an Daten-Verfügbarkeit  

Modell mit Daten der Vinzenz 
Gruppe getestet 
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Die Modelle funktionieren nicht nur in der KAGes: Dies zeigen uns erste 
Ergebnisse einer erfolgreichen Zusammenarbeit mit der Vinzenz Gruppe  

Area under  the curve: 0.8203 

Die Kooperation ist  
„Work in Progress“! 
 
Wir sind zuversichtlich 
die Modelle noch weiter 
optimieren zu können!  
 
 

Area under  the curve: 0.8687 
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Wie geht es weiter? 



Themen in Umsetzung bzw. in Vorbereitung 
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• Dysphagie - Hat ein neu aufgenommener Patient ein Risiko eine Dysphagie zu entwickeln?  
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• Progression nephrologischer Erkrankungen – Fast vs. Slow-Progressors 
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Aufgrund vieler positiver Rückmeldungen haben wir nun begonnen, uns 
auch mit anderen Interessenten in Verbindung zu setzen 

www.predicting-health.at 

Top 3 Journal Medical Informatics! 



Zumindest manche unserer Anwendungen sind als Software als 
Medizinprodukt anzusehen! 

• D.h. es gilt Normen zu beachten! (13485, 14971, 62304)  

• Wir werden in den nächsten Wochen die Erfordernisse für Klasse I erfüllen 
(Medizinproduktedirektive MDD 93/42/EWG) 

• Wir arbeiten darüber hinaus mit Hochdruck an der Erfordernissen für Klasse IIa 
(Medizinprodukteverordnung MDR 2017/745) 
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Vielen Dank für die Aufmerksamkeit! 
diether.kramer@kages.at 
diether.kramer@predicting-health.at  
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